
Résumé étendu de la présentation : Krigeage adaptatif
pour l’analyse en fiabilité de modèles numériques

séquentiels sollicités en fatigue.

L’analyse de la fiabilité des systèmes industriels soumis à des chargements de fatigue

repose sur des châınes de modèles numériques séquentielles complexes. Ces châınes in-

cluent une première étape de simulation par éléments finis séquentielle (modèle mA), qui

calcule les champs des contraintes dans les zones critiques à partir de chargements dy-

namiques, suivie d’une seconde étape d’analyse en fatigue (modèle mB), laquelle évalue

l’endommagement structurel à l’aide d’un critère multi-axial, puis estime la durée de vie

de la structure.

Les données d’entrée de cette châıne sont naturellement entachées d’incertitudes, ce

qui conduit à affecter un coefficient de sécurité à la durée de vie estimée afin de garan-

tir l’intégrité structurelle. Cela se traduit souvent par des conceptions conservatrices,

probablement surdimensionnées. L’objectif de cette étude est de progresser vers une

mâıtrise du coefficient de sécurité avec une approche fiabiliste, qui consiste à exprimer

le risque que l’endommagement structurel d dépasse un seuil critique dseuil sous la forme

d’une probabilité de défaillance pf . Pour cela, on introduit une fonction de performance

g = dseuil − mB ◦ mA, dont le signe indique l’état du système. Pour une réalisation

x = {xA,xB} ∈ Rn=nA+nB , on a g(x) > 0 en cas de sûreté, g(x) < 0 en cas de défaillance,

et g(x) = 0 sur la surface d’état limite. La probabilité de défaillance s’écrit donc :

pf = P(g(X) ≤ 0) = P(dseuil −mB ◦mA(XA,XB) ≤ 0),

où X = {XA,XB} désigne le vecteur aléatoire des paramètres d’entrée. Le sous-vecteur

XA regroupe les variables aléatoires liées au chargement, constituant les entrées du modèle

mA, tandis que XB rassemble les variables aléatoires associées aux propriétés matériaux

et aux caractéristiques géométriques de la zone à risque étudiée, utilisées comme entrées

du modèle mB. La figure 1 illustre schématiquement la fonction de performance g.

Cependant, le coût très élevé des simulations associées au modèle mA rend l’estimation di-

recte de pf impraticable dans un cadre industriel, sauf à introduire des simplifications im-

portantes [1]. Les méthodes classiques comme la simulation de Monte Carlo, ou même les

approches avancées telles que les Subset Simulation [2], deviennent inexploitables en raison
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Figure 1: La châıne numérique de durabilité.

du nombre d’évaluations requis (de plusieurs milliers à plusieurs millions selon la méthode

et la rareté de l’événement de défaillance). Par ailleurs, les méthodes d’approximation

analytique comme FORM [3] ou SORM [4] s’appuient sur des hypothèses restrictives sur

la surface d’état limite, qui ne sont pas vérifiées dans le cas étudié. Enfin, les approches

fondées sur un métamodèle construit sur un plan d’expériences statique, voir [5] par ex-

emple, n’assurent pas un compromis optimal entre coût et précision dans l’estimation de

pf .

Dans ce contexte, les méthodes d’apprentissage actif, notamment celles reposant sur

un enrichissement itératif d’un métamodèle de Krigeage, se sont révélées efficaces [6].

Toutefois, aucune ne tire parti des particularités de la fonction g, à savoir : (i) un coût

de calcul cB beaucoup plus faible pour mB que le coût cA pour mA, (ii) une séparation

claire entre les variables d’entrée XA et XB, et (iii) une structure séquentielle sous forme

de fonctions composées.

C’est pourquoi cette contribution introduit une méthode originale, appelée Active

Kriging for Sequential Models (AK-SM) [7] dans le contexte Active Kriging Monte Carlo

Simulation (AK-MCS) [8], qui vise à réduire significativement le nombre d’évaluations

du modèle coûteux mA, en privilégiant, dès que possible, les évaluations unique de mB

lors des itérations d’enrichissement. AK-SM exploite pleinement la structure séquentielle

du problème et la séparation des variables d’entrée, tout en intégrant une stratégie

d’imputation fondée sur une décomposition fonctionnelle locale de g d’ordre un. L’idée

consiste à considérer le coût élevé des simulations du modèle mA comme un problème

de données manquantes [9], la donnée potentiellement manquante étant ici la quantité

mA(xA), dont le calcul doit être évité le plus possible en raison de son coût numérique

prohibitif.

La décomposition fonctionnelle d’ordre un, inspirée des méthodes High-Dimensional

Modal Representation [10], dont le rôle est de séparer les effets des vecteurs xA et xB sur

g, s’écrit :

g(xA,xB) ≈ g0 + gA(xA) + gB(xB) (1)
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On identifie localement ses composantes en un point d’ancrage x̄ = {x̄A, x̄B} :

g0 = g(x̄A, x̄B) = mB(mA(x̄A), x̄B) (2)

gA(xA) = g(xA, x̄B)− g0 = mB(mA(xA), x̄B)− g0 (3)

gB(xB) = g(x̄A,xB)− g0 = mB(mA(x̄A),xB)− g0 (4)

Ce qui revient à projeter les points de l’espace sur deux hyperplans passant par x̄.

Deux fonctions de performance peuvent alors être métamodélisées :

• ĝ, le métamodèle global de g ;

• g̃ = g0 + g̃A + g̃B, le métamodèle issu de la décomposition fonctionnelle d’ordre un

de g.

Ici, ĝ sera utilisé pour estimer pf via une méthode de simulation, telle que la méthode

de Monte Carlo. Le métamodèle g̃ n’est pas directement utilisé pour l’estimation de pf ,

mais ses composantes g̃A et g̃B sont exploitées comme métamodèles auxiliaires pour guider

l’enrichissement.

En effet, en comparant les variances de prédiction des métamodèles g̃A et g̃B, in-

terprétées comme mesures locales de l’incertitude épistémique de ĝ selon les composantes

de xA ou xB, il est possible de déterminer lequel des modèles mA ou mB contribue le plus

à la variabilité de g. Le critère d’imputation se formule alors comme suit :

1. Si σ2
g̃A
(x∗

A) ≥ σ2
g̃B
(x∗

B), une évaluation du modèle mA est nécessaire ; un calcul

complet mB ◦ mA est donc effectué, pour un coût de cA + cB, avec cB supposé

négligeable.

2. Si σ2
g̃A
(x∗

A) < σ2
g̃B
(x∗

B), l’imputation s’applique : la sortie mA(xA) est remplacée

par mA(x̄A). Le coût total est alors réduit à cB, l’incertitude étant principalement

portée par g̃B.

Nous présenterons une analyse de fiabilité en fatigue multi-axiale d’une équerre de

fixation soumise à des accélérations temporelles, où nous comparerons les méthodes AK-

MCS et AK-SM. Ce sera un cas éléments-finis simplifié mais représentatif de cas industriels

plus complexes. Le problème de fiabilité sera de dimension n = 7, avec nA = 3 amplitudes

aléatoires d’accélération dans le vecteur XA, 3 paramètres matériaux et 1 coefficient de

concentration de contrainte, représentatif de la singularité géométrique de la zone à risque,

dans le vecteur XB (nB = 4). L’ordre de grandeur de la pf ciblée sera de 10−2 à 10−3.

Nous démontrerons que la mise en œuvre de la méthode AK-SM permet de :

• réduire jusqu’à 90% par rapport à AK-MCS le nombre d’appels au modèle coûteux

mA sans dégrader la qualité de l’estimation, selon la sensibilité de g à XB.
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• maintenir une estimation de qualité de la probabilité de défaillance pf avec un

coefficient de variation inférieur à 5%,

• obtenir un gain de coût global allant jusqu’à un facteur 5,5 par rapport à la méthode

AK-MCS classique.

AK-SM fonctionne de manière optimale lorsque la fonction g est principalement sensi-

ble aux variables d’entrée du modèle mB, ce que l’on appelle cas B-dominant. À l’inverse,

dans un cas purement A-dominant, AK-SM dégénère approximativement en AK-MCS.

Toutefois, dans les applications liées à la fatigue, un tel cas purement A-dominant sem-

ble peu réaliste. En effet, les caractéristiques géométriques locales de la zone critique,

agissant aux niveau de mB sont naturellement très dispersées, et contribuent fortement

à la variabilité de l’endommagement structurel. Cela conduit souvent à des configura-

tions équilibrées ou B-dominantes, renforçant ainsi l’intérêt de la stratégie d’imputation

proposée par AK-SM.
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