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Points d’intérét.

e  Mode¢le explicite interprétable : outil de dimensionnement rapide en bureaux d’études
e Robustesse de I’algorithme du GLM face a des anomalies de données.
e 100 % des prédictions dans +3 % de précision malgré la présence de données altérées

1 INTRODUCTION

Les assemblages soudés constituent des zones critiques de rupture par fatigue dans les structures
industrielles. Les méthodes classiques, bien que précises, requicrent des ressources importantes en calculs et
ajustement paramétrique. Une étude antérieure [1] a comparé plusieurs modeles de régression (GLM, SVR, RFR,
MLP) développés via apprentissage automatique, démontrant une alternative prometteuse pour automatiser
l'estimation de durée de vie en fatigue en intégrant paramétres géométriques, conditions de chargement et classes
de qualité soudure. En plus de son interprétabilité analytique, le GLM a montré [1] une capacité de généralisation
équivalente a un réseau de neurones (MLP). Cependant, la fiabilité des métamodéles Machine Learning dépend de
leur robustesse face aux perturbations réelles : bruit aléatoire, erreurs de mesure et anomalies numériques. Ce
résumé étendu présente une évaluation de robustesse du GLM, optimisé par sélection automatique de variables,
face a des perturbations industrielles réalistes sur données d'apprentissage [2].

2 METHODOLOGIE

La démarche proposée (Figure 1) s’appuie sur un modéle éléments finis (EF) paramétrique développé avec
Abaqus, permettant de simuler différentes configurations de joints soudés en T soumis a des chargements variables.
Les résultats obtenus par simulation EF sont traités par des analyses de fatigue basées sur les courbes S-N de ’IIW.
Ces données alimentent ensuite le modéle d’apprentissage automatique GLM [1,2].
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Figure 1. Processus de génération des données pour les différentes algorithme de Machine Learning et pipeline
de développement du GLM
Pour tester la robustesse opérationnelle du modele GLM, du bruit gaussien contr6lé a été introduit (Figure
2) sur la variable cible (durée de vie), avec différentes combinaisons d'amplitudes 4 et de proportions P. La stabilité
structurelle du modeéle (sélection des variables et valeurs des coefficients) ainsi que sa performance prédictive
(RMSE, MAE, précision a 1%, +3% et £5%) ont été rigoureusement évaluées.
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Figure 2. Processus d’injection de bruit gaussien et d’evaluation de la robustesse du GLM. Les paramétres P et 4
désignent respectivement la proportion de données bruitées et I’amplitude du bruit

3 RESULTATS

Les résultats obtenus (Table 1) démontrent une robustesse remarquable du modéle GLM sous des
perturbations typiques de données industrielles. Une amélioration de la performance prédictive est observée pour
certaines configurations modérées a élevées de bruit (amplitude de 30 %, proportion de 10 %), avec une réduction
du RMSE de 0,075 4 0,041 et une augmentation de la précision a +1 % passant de 56 % a 80 %. A I’inverse, des
niveaux plus faibles de bruit (amplitude et proportion de 10 %) dégradent significativement la performance [2]. La
stabilité structurelle est également remarquable, avec une sélection cohérente des variables clés (force F, classe
FAT, épaisseur t2) malgré une légere augmentation du nombre de termes retenus dans le modele sous certaines
conditions.

Table 1. Résultats du GLM face a différentes configurations de bruit gaussien injecté

Cas P[%] A [%0(logio(N_cycles))] nb. var. Variables sélectionnées RMSE / MAE 1% 3% 5%
0 0 0 6 [F?, F, FAT?, FAT, t,% t3] 0,075/ 0,058 56% 95% 100%
1 10 10 6 [FAT?, FAT, 1/t,2, t,2, F, 1/F] 0,085/ 0,070 45% 95% 100%
2 10 30 8 [F, FAT?, FAT, t2%, t5, 1/t52, 1/F, 1/F3] 0,041/0,034 80% 100% 100%
3 30 10 8 [F, FAT?, FAT, 1/t,, 1/t,%, 1/F] 0,062/ 0,052 62% 100% 100%
4 30 30 8 [F, FAT?, FAT, 22, ta, 1/t22, 1/F, 1/F%] 0,052/ 0,041 72% 100% 100%

4 DISCUSSION ET CONCLUSION

Les travaux démontrent la pertinence opérationnelle du GLM optimisé pour intégration industrielle ou
anomalies et bruit sont fréquents. Son interprétabilité analytique le rend adapté aux phases préliminaires de
conception nécessitant rapidité et fiabilité. L'analyse des coefficients révele que malgré les perturbations, le GLM
capture les relations physiques fondamentales entre paramétres géométriques, conditions de chargement et durée
de vie en fatigue. Cette stabilité structurelle est cruciale pour applications industrielles ou compréhension causale
et précision prédictive sont essenticlles. Les perspectives visent a formaliser mathématiquement ou
algorithmiquement (Grid Search) le seuil d'optimalité du bruit, ouvrant la voie a l'intégration native d'injection de
bruit optimisée comme mécanisme de régularisation dans les bibliothéques Machine Learning (scikit-learn),
contribuant a 'amélioration des outils pour ingénieurs de conception guidée par les données.
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